








nivelamento da ordem de até 10 km, e
que distancias superiores a este valor nao
garantem o paralelismo citado. Isto pode
ser explicado pela heterogeneidade da dis-
tribuicao da massa terrestre provocada
pelo achatamento dos pélos.

AAanélise da Figura 2 permite concluir
que ileAh, ¢ diferente de Ah
que duas superficies equipotenciais tém

\p» Sabendo-se
de constante entre sia diferenga de poten-
cial e nio a diferenca de altura. Desta for-
ma, se conclui que o nivelamento geomé-
trico fornece resultados que dependem do
percurso percorrido durante a sessao de
levantamento.

Neste momento, ¢ importante salien-
tar que os usuarios devem se familiarizar
com os varios conceitos envolvidos nos
diferentes tipos de alturas, sob pena de
incorrer em graves problemas em proje-
tos de engenharia e na determinacao das
componentes verticais geodésicas.

REDES NEURAIS ARTIFICIAIS
APLICADAS NA
DETERMINACAO DE
ONDULACOES GEOIDAIS

Uma Rede Neural Artificial é, basicamen-
te, uma técnica nao algoritmica, baseada em
sistemas de equagdes em geral nao lineares e
interligadas, onde o valor de saida— o resul-
tado da equagio — ¢ ponto de entrada para
varias outras equacoes da rede. A Rede Neu-
ral é constituida de neurénios artificiais, pro-
jetados para um comportamento analogo
a0 neuronio biolégico (Haykin, 1999). For-
malmente, uma rede neural artificial é um
processador paralelo e distribuido que con-
siste de unidades simples de processamen-
to, com as quais se pode armazenar conhe-
cimento e que permite seu uso em sucessi-
vas avaliagoes. Seu comportamento lembra
o cérebro humano por dois aspectos: o co-
nhecimento ¢ adquirido por meio de um
processo de aprendizagem e as conexdes
entre os neuronios, conhecidas como pe-
sos sinapticos, sio usadas para armazenar o
conhecimento adquirido.

Neuronio artificial

A Rede Neural ¢ formada por unida-
des de processamento, chamadas de “neu-
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ronios artificiais”. Cada neuronio com-
porta-se multiplicando os dados de en-
tradas pelos pesos sindpticos (w,), que
somados e submetidos a uma funcao de
ativa¢ao, geram uma safda (Figura 3).
Dentre os muitos tipos de redes neu-
rais existentes, optou-se pela utilizacio do
modelo Multilayer Perceptron (MLP), por
sua facilidade de implementacio e relativa
simplicidade. As redes MLP possuem um
grande poder computacional devido a in-
sercao de camadas intermediarias, diferen-
te do modelo Perceptron de Rosemblatt
(1958), que possuia apenas um nivel de

Figura 2. Superficies equipotenciais.
Figure 2. Equipotencial surfaces.

neurdnios diretamente conectados a ca-
mada de saida.

Neste método, a solugiao de proble-
mas nio separaveis linearmente pode ser
trabalhada através do uso de redes com
uma ou mais camadas intermediarias. A
rede passa a conter, entdo, pelo menos
trés camadas, a de entrada, a intermedia-
ria ou escondida, e uma camada de saida
(Haykin, 1999).

Para Cybenko (1989), tais redes podem
implementar qualquer fungdo continua, e
com duas camadas intermediarias, ¢ possi-
vel aproximar qualquer fungao matematica.

Figura 3. Neuronio Artificial (adaptado de Haykin, 1999).
Figure 3. Artificial Neuron (adaptated from Haykin, 1999).
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Regra delta generalizada e
algoritmo Backpropagation

A regra delta generalizada ¢ a regra de
aprendizagem mais utilizada para treinar
uma rede MLP. Consiste na aplica¢ao do
gradiente descendente, usando o algorit-
mo Backpropagation (Haykin, 1999).

Quando um determinado padrio ¢é
fornecido a rede pela primeira vez (1° ciclo
de aprendizagem), esta produz uma sai-
da. A diferenca entre esta saida e a deseja-
da constitui o erro. O algoritmo Backpro-
pagation é responsavel pelo calculo das
funcoes de erro. O objetivo da fase de
treinamento ¢ diminuir constantemente
o valor do mesmo. Para isto, 0s pesos
sao atualizados a cada nova interacao
(Haykin, 1999).

A equacao 4 mostra a funcao do Mean
Squared Error MSE).

_1 2
MSE = 5 2 Cn,come, =d, -y,

J

onde:
d ;= valor de saida desejado
y,; = valor de saida obtido
j = um neuronio da camada de saida
p = padrio da rede neural

E importante salientar que as infor-
macGes de entrada e saida da RNA pas-
sam por um processo de normalizacdo
onde, geralmente, sdo agrupadas em in-
tervalos entre [0 e 1] ou [-1 e 1]. Neste
trabalho, utilizou-se a normalizacio no
intervalo entre [0 e 1].

Como ja foi salientado inicialmente, uma
das grandes dificuldades em se trabalhar com
RNASs aplicadas a area de Mensuragio ¢ a
possibilidade de contar com informagoes
para treinamento e validaciao daquilo que se
prop&e modelar. Pelo fato das RNAs se-
rem tolerantes a erros e rufdos optou-se em
desenvolver treinamentos com dados de
ondulacdes geoidais advindos do progra-
ma MAPGEO (IBGE, 2004).

Segundo o IBGE (2004), o “Modelo
de Ondulacio Geoidal” possui uma reso-
lucio de 10” de arco, baseado na integral
modificada de Stokes (1849). As informa-
¢oes utilizadas no processo foram: (i) ano-
malias médias de Helmert em quadriculas

de 10"x10” em areas continentais, obtidas
a partir de informagdes gravimétricas do
IBGE, e de diversas instituicbes no Brasil
e em pafses vizinhos; (i) anomalias deri-
vadas da altimetria por radar a bordo de
satélite em areas oceanicas, utilizando o
modelo KMS-99; (iii) modelo digital de
terreno com resolucio de 1’x 1” obtido a
partir da digitalizacao de cartas topografi-
cas e, quando nao disponfveis, utilizando
o modelo GLOBE; e (iv) modelo de geo-
potencial EGM-96 até grau e ordem 180".

Ainda segundo o IBGE (2004), o
erro médio padrio do MAPGEO2004
¢ da ordem de £ 0,50 m podendo, em
algumas regides brasileiras, proporcio-
nar erros superiores a esta grandeza.
Neste nivel de qualidade, as informa-
¢oes de ondulagoes advindas deste pro-

grama, sao passiveis de serem utiliza-
das em RNAs.

MATERIAIS E METODO

A area de estudo foi a regido metropo-
litana de Sao Paulo. A validacao do mo-
delo que esta sendo proposto baseou-se
nas informagoes utilizadas por Netto ez
al. (1996), quando propuseram um mo-
delo geoidal para a regiao através do posi-
cionamento com o sistema GPS em 21
referéncias de nfvel (RN) pertencentes a
rede de nivelamento de 1* ordem do
IBGE (2004), com valores conhecidos de
ondulagoes geoidais a partir do rastreio
com receptores GPS. As observagdes fo-
ram realizadas com receptores marca
TRIMBLE pelo processo diferencial es-

Tabela 1. Identificacao das RNs utilizadas no processo de validacao do modelo proposto,
associadas ao Sistema de Referéncia Geodésico SIRGAS.

Table 1. Identification of Level References (LRs) used in validation of the purposed
model associated to the Geodesic Reference System - SIRGAS.

Nome do Altitude Ortométrica | Altura Geométrica Ondulacéio Geoidal
Ponto ) (m) )
PILAR 21,087 17,020 5,158

1446 0,003 TET,013 -2,900
1990H 585,286 582,198 -3,088
1991G 745,501 41766 -3,035
2129R 731,194 715,214 2,980
2132% T4, 876 T80 -2,977

2143 756,021 753,025 -2,996
2148X 751,283 45,173 3,110
2149D 785,893 782,945 2,048
2149F 768,721 765,755 -2,966
21500 347,242 344 315 2,997
2200C 737,253 734,300 -2,854
22014 753,913 751,104 -2,309
2202X 788,051 785,078 -2,973
2203E 14,385 T1,379 -3,006
2203¥ 78,38 FF5 433 2,947
2204B 744 184 741410 -2,774
22048 697 487 694 487 -3,000
22057 790,073 TRT, 087 3,011
2808E 754,537 751,451 -3,086

2841 624,114 621,218 -2,596
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tatico com duracao de trés horas e taxa de
coleta a cada 15 segundos.

Toda a modelagem foi baseada no sis-
tema de referéncia SIRGAS (Sistema de
Referéncia Geodésico das Américas). As-
sim, houve a necessidade de compatibili-
zar os pontos utilizados na valida¢ao para
este sistema.

A Tabela 1 lista as coordenadas verti-
cais das 21 RNs distribuidas na regiao de
estudo. Observa-se uma variagdo maxi-
ma da altura geoidal entre todos os pon-
tos, da ordem de 0,39 m, sendo o valor
maximo de -2,774 m e o minimo de -
3,158 m. Os pontos estao distribuidos
dentro de uma regido compreendida pe-
las latitudes de 23°17'S 2 23°59' S e lon-
gitudes de 45° 58' W a 47° 08' Wi

Para gerar as informagdes utilizadas no
processo de treinamento da rede neural,
criou-se uma malha de pontos envolven-
do toda a area de estudo. A partir das
coordenadas UTM dos pontos dessa
malha, foram obtidas as ondulagdes geoi-
dais correspondentes no programa MA-
PGEO. Este procedimento permitiu es-
truturar uma rede neural com duas entra-
das (coordenadas UTM Norte e Este) e
uma saida (ondulacio geoidal).

Os treinamentos da rede neural foram
realizados com malhas de pontos espaga-
dos, aproximadamente, de 10 km x 10
km (77 pontos) e de 5 km x 5 km (224
pontos), conforme as Figuras 4 e 5, res-
pectivamente. Com isto foi possivel veri-
ficar se 0 aumento do namero de infor-
macoes na rede melhora promove a me-
lhora de sua eficiéncia no processo de
generalizagao de ondulagoes geoidais.

O programa utilizado para realizar as
simulacoes com RN As foi o Matlab, atra-
vés do modulo Nexral Network Toolbox.

RESULTADOS E DISCUSSAO

Foram utilizadas varias topologias de
rede, mas a que apresentou os melhores
resultados foi a do tipo [2-5-3-2-1], atra-
vés do algoritmo Ievenberg-Marquardt,
com as seguintes configuragdes: (i) duas
entradas de informacdes, no caso, as co-
ordenadas UTM dos pontos da malha;
(i) trés camadas intermediarias, sendo a
primeira com cinco neurdnios, a segunda
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Figure 6. Topology of the neural network used in the modeling.
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com trés e a terceira com dois; (iif) uma
saida, para o que foi utilizada a ondulagao
geoidal advinda do programa MA-
PGEO2004 (Figura 0).

A funcao de ativagao das camadas in-
termedidrias foi a sigmoidal tangente hi-
perbdlica conforme a equacao 5. A taxa de
aprendizagem utilizada foi de 0,3, o tet-
mo momento foi 0,9 e um total de 600
ciclos de treinamento.

heo 2
(1+e27)-1

_____________________ )

a = tansig(n)

A analise da eficiéncia do modelo pro-
posto baseou-se na obtencao das discre-
pancias entre os valores de ondulacées
geoidais conhecidas dos 21 pontos lista-
dos na Tabela 1 e aquelas obtidas pela
modelagem por RNAs, conforme equa-
G20 0.

AN = N(conhecida) - N(calculada) (6)

onde:

DN = discrepancia na obten¢ao da
ondulacio geoidal;

L —— ondulacao geoidal conhe—
cida por meio do rastreamento com o sis-
tema GPS nas referéncias de nivel;

N caleuads) ondulagao geoidal obuda a
partir da modelagem por redes neurais.

Tabela 2. Discrepancias de ondulacdes geoidais proporcionadas pela modelagem por
RNAs e pelo MAPGEO2004, com uma malha de pontos espacados de 10 km x10 km.

Table 2. Discrepancies of geoidal undulations obtained with the modeling by Artificial
Neural Networks ANNs and by MAPGEO2007 program with spaced 10 km x 10 km grid

points.
Pontos Nuonheatyy | Npna Nowsrceozooy | AN@usyy | ANguarceozey
() (1) (1n) () (m)

PILAR 23,158 -3,157 -3,250 -0,001 0,092
1446 -2.,990 -2.921 -3,160 -0,069 0,170
1990H 3,058 -3,157 -3,220 0,089 0,132
1901G -3,035 -3,266 -3,340 0,231 0,285
2129R -2,950 -2,873 -3,040 -0,107 0,060
232X -2.977 -2,993 -3,030 0,015 0,053
2143 3,006 3003 3.060 -0.004 064
148X -3,110 -3,146 -3,250 0,036 0,140
2140D 2,943 -2,993 -3,090 0,044 0,142
N49F 2,966 -2,901 -3,080 0,026 0,114
21500 -2.927 -2,954 -2.850 0,057 -0,077
s 1111108 -2,854 -2,856 -2,980 0,002 0,126
2014 -2,809 -2,881 -2,930 0,073 0,121
202X -2,973 -2,901 -3,030 0,019 0,057
2203E 3,006 -2,993 -3,190 -0,014 0,184
2203V -2,947 -2,976 -2,870 0,029 -0,077
212048 -2,774 -2,859 -2,900 0085 0,126
220458 -3,000 -2,991 -3,090 -0,008 0,090
22057 -3.011 -3,131 -3,110 0,120 0,099
2808E -3,0386 -2,963 -3,350 -0,123 0,264
2841 -2,896 -2,857 -2,980 -0,039 0,084
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Na Tabela 2 sao apresentados os resulta-
dos do processamento com as ondulagoes
geoidais calculadas a partir da rede neural ela-
borada como mostrado na Figura 6, com a
malha de pontos de 10 km x10 km. A pri-
meira coluna da tabela contém a identificacio
das RN, a segunda a ondulagao geoidal to-
mada como verdadeira (valores da coluna 4
da Tabela 1), a terceira, a ondulagao geoidal
obtida por rede neural, a quarta, a ondulacao
geoidal obtida no programa MAPGEO2004,
a quinta, a discrepancia entre os valotes das
colunas dois e trés (verdadeira x rede neural)
e, finalmente, a Ultima, demonstra a discre-
pancia entre os valores das colunas dois e
quatro (verdadeiras x MAPGEO2004).

Para a malha de pontos de 5 km x 5
km os resultados obtidos sao listados na
Tabela 3.

A distribuicao de freqii¢ncia das dis-
crepancias nos valores da ondula¢ao geoi-
dal nas RNs, proporcionada pela mode-
lagem por RNAs e pelo programa MA-
PGEO2004 e os respectivos parimetros
estatisticos sao apresentados nas Figuras
72 9. Todas as analises estatisticas foram
baseadas nos valotes absolutos das dis-
crepancias das ondulacdes geoidais.

Quando se comparam os pardmetros
estatisticos obtidos nos dois tratamen-
tos (RNAs x MAPGEO2004), possivel
verificar que os resultados produzidos
por RNASs sao significativamente melho-
res. Através da modelagem por RNAs
com malha de 10 km x 10 km, 81% dos
valores das discrepancias na ondulacio
geoidal estio abaixo de 0,10 m e, nas
malhas de 5 km x 5 km, o percentual de
90 %. Com o MAPGEO2004, este per-
centual de apenas 47%.

Os valores maximos de discrepancias
sao 0,29, 0,23 e 0,106, respectivamente,
para o MAPGEOZ2004, para a modela-
gem por RNAs com malha de 10 km x 10
km e com a malha de 5 km x 5 km.

As distribuicGes de frequiéncia obset-
vadas nas amostras obtidas pelas redes
neurais mostram maior assimetria (Figu-
ras 8 e 9) quando comparadas com o a
distribuicio fornecida pelo MA-
PGEO2004 (Figura 7), denotando a pre-
senca de ruido nas observacoes. Entre-
tanto, apresentam estimadores de tendén-
cia central mais eficientes (Chatfield, 1998)
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RNAs e pelo MAPGEO2004, com uma malha de pontos espacados de 5 km x 5 km.

Table 3. Discrepancies of geoidal undulations obtained with the modeling by Artificial
Neural Networks ANNs and by MAPGEO2004 program with spaced 5 km x 5 km grid points.

Pontos Nionheats) | Npuay | Nprarcroroogy | A2Nmna ANgrarcron04)
(m) (m) (m) () (m)
PILAR 3,158 -3,31a -3,250 0,158 0,092
1446 2,990 -2.975 -3,160 -0,015 0,170
1990H -3,08% -3,17 -3,220 0,077 0,132
1991G 3,035 -3.06 -3,320 0,023 0,285
2129R -2,980 -2.,97 -3,040 -0,01% 0,060
232X -2.977 <296 -3,030 -0,014 0,053
2143 -2,994 -2,99 -3,060 -0,005 0,064
148X -3,110 -3,24 -3,250 0,134 0,140
21490 -2,045 -2,95 -3,090 -0,003 0,142
2149F 2,966 -2,95 -3,080 -0,020 0,114
21500 -2.997 -2.93 -2,850 0,003 -0,077
2200C -2,854 -2,90 -2,980 0,050 0,126
22014 -2,809 -2.,90 -2,930 0,087 0121
202X -2,973 -2,95 -3,030 -0,019 0,057
2203E -3,006 =303 -3,190 0,020 0,154
2203V 4,947 -2,93 -2,870 -0,022 -0,077
2204E -2,774 -2,87 -2,900 0,093 0,126
22048 -3,000 -3,00 -3,090 -0,002 0,090
22057 -3.011 -3.03 -3,110 0,023 0,099
2808E -3,086 -3,16 -3,350 0,069 0,264
2841 -2,806 -2,93 -2,980 0,030 0,054
Histograma - Modelagem através do MAPGEQ2004
25 —
Média = 0,12 m
20 Classe modal = 0,14 - 0,16
—_ = Mediana = 0,11 m
X Desvio padrio = 0,06 m
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= Amplitude =0.23 m
20
=
2
= s
: LR 1]
0.00 0.04 0.08 0.2 0.16 0.20 0.24 0.28
Discrepancias na ondula¢io geoidal (m)

Figura 7. Distribuicdo de freqiiéncia para os valores de discrepancias da ondulacao

geoidal obtidas pelo MAPGEO2004.

Figure 7. Frequency distribution of discrepancies found for the values of the

geoidal undulation obtained by the MAPGEO2004 program.
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se comparadas com os dados do MA-
PGEO2004 (Figura 10).

Tendo em vista que nos resultados en-
contrados as distribuicoes de freqiiéncias
sao0 assimétricas e que as amostras possu-
em tamanho reduzido, utilizou-se um teste
ndo paramétrico, o Wiloxon Rank Sum Test
(McClave ¢t al, 1997), para comparar as
amostras. A, em lugar de se utilizarem os
parametros média e desvio padrio, avali-
am-se as amostras ordenando por magni-
tude as observacoes individuais das duas
amostras tomadas conjuntamente. Os va-
lores criticos para a rejeicao sao estabeleci-
dos em funcao das somas dos numeros
de ordem atribuidos a cada amostra, do
tamanho de cada amostra e do nivel de
significincia desejado para o teste.

Mood ez al. (1997) demonstram que
se pode usar o Rank Sum Test para amos-
tras com sete ou mais elementos, que
podem ser aproximadas por uma distri-
buicio normal com média e variancia
dada, respectivamente, por:

E(T,) = 2 ()
, _nmn,(n, +n,+1)
T ®)

Portanto, pode-se utilizar a estatistica

dada por:

n,(n, +n,+1)
B —
nn,(n, +n, +1) )
12

T,

7=

onde:

T, = Soma dos nmeros de ordem da
amostra “A”.

n,, n, = Nimero de observagdes das
amostras.

com as hipoteses:

(i) H,:amédia das discrepancias, ob-
servada com Rede Neural, nao di-
fere estatisticamente da obtida com
O programa B[APGE(.) (.]Vtml) Gro
= Hyayp €M nivel de significancia

de 99%.
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Histograma - Modelagem por RNAs (Malha 10x10 Km)
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Figura 8. Distribuicdo de freqiiéncia para os valores de discrepancias da ondulacao
geoidal obtidas pela modelagem através de Redes Neurais Artificiais (RNAs) (malha
de pontos 10 km x 10 km).

Figure 8. Frequency distribution of discrepancies found for the values of the
geoidal undulation obtained with the modeling by Artificial Neural Networks (ANNs)
(grid points 10 km x 10 km).

Histograma - Modelagem por RNAs (Malha 5x5 km)
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Figura 9. Distribuicdo de freqiiéncia para os valores de discrepancias da ondulacao
geoidal obtidas pela modelagem através de Redes Neurais Artificiais (RNAs) (malha
de pontos 5 km x 5 km).

Figure 9. Frequency distribution of discrepancies found for the values of the
geoidal undulation obtained with the modeling by Artificial Neural Networks (ANNs)
(grid points 5 km x 5 km).
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Figura 10. Qualidades dos estimadores, segundo Chatfield (1998).
Figura 10. Estimators quality by Chatfield (1998).
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(i) H_a média das discrepancias, ob-
servada com Rede N eural, menor
que a média dada com o programa
MAPGEO (Hy1pip0 < Hinag €M
nivel de significancia de 99%.

(iii) Valor critico da estatistica z em ni-
vel de significancia de 99%: 2,33.

(iv) Valor calculado de “z para os valo-
res obtidos pela modelagem em
malha de 10 km x 10 km: 3,72.

(v) Valor calculado de “z para os valo-
res obtidos pela modelagem com
malha de 5 km x 5 km: 4,13.

Quando foi aplicado o mesmo teste
para comparar amostras obtidas com re-
des neurais modeladas com malha de 10
km x 10 km e malha de 5 km x 5 km, o
valor calculado de “z foi de 0,76, levando
conclusao de que as amostras nao dife-
rem estatisticamente entre si.

Demonstra-se, deste modo, que as
médias das discrepancias na ondulagao
geoidal obtidas com a rede neural artifici-
al apresentam valores estatisticamente
menores do que as obtidas com o pro-
grama MAPGEO2004, em nvel de signi-
ficancia de 99%.

CONCLUSOES

Os resultados para a determinacio de
um modelo geoidal, com uso de redes
neurais artificiais e através do algoritmo
Backpropagation, demonstraram ser ade-
quados para os 21 pontos utilizados no
processo de validagdo. Para uma analise
mais consistente da eficiéncia do método,
um maior nmero de pontos de controle
necessario. Para isto, testes estio sendo
realizados em outras regides brasileiras.

Neste experimento foi possivel verifi-
car que, mesmo ComMm €rros supetiores a0
nvel de exatidao do programa MAPGEO
(> 0,50 m), as ondulag¢ées geoidais for-
necidas por este programa mostraram ser
eficientes para uso no treinamento de uma
rede neural. Os resultados encontrados
permitem supor a viabilidade da geragao
de modelos neurais para modelagens de
gedides de regides brasileiras com nivel
de exatidio melhor do que 0,300 m.

Neste trabalho, a concepgao da arquite-
tura do modelo de rede neural artificial foi
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realizada empiricamente, o que exigiu um
tempo consideravel na procura daquela que
melhor se adaptasse regiao de estudo.
Pode-se inferir que existem outras possi-
bilidades de configuragdes de rede neural
que ainda nao foram testadas e que pode-
rao proporcionar melhores resultados.
Quanto validade de se aumentar o
nmero de pontos no processo de treina-
mento da rede neural para obter uma me-
lhora na obtencao da ondulagio geoidal,
demonstrada pelo teste estatistico aqui rea-
lizado, julga-se que antes de concluir sobre
seu uso, Interessante a realizacdo de um
numero maior de testes em outra regiao e
com uma quantidade suficiente de RNs
com valores de ondula¢oes conhecidas.
Por outro lado, nao foi possivel con-
cluir que a malha de pontos espagados de
5kmx 5 km amais adequada no proces-
so de treinamento da rede neural. Para a
regidao de estudo os resultados encontra-
dos foram satisfatorios. Mesmo assim,
isto nao descarta a possibilidade de avali-
ar outros espagamentos entre 0s pontos.
Como recomendagdes, sugere-se tes-
tar o método em outras regides brasilei-
ras, onde se conhe¢a um nimero maior
de pontos de controle (preferencialmen-
te mais que 30), para que se possam rea-
lizar analises estatisticas mais consisten-
tes com respeito aos resultados, e utili-
zar outros modelos de redes neurais na
obtencio de um modelo geoidal. Para
tanto, um modelo recorrente no tempo
deveria ser testado.
Finalmente, propde-se ainda que, para
a obtenc¢ao de ondulacoes geoidais, se-
jam realizados testes com outros algorit-
mos de treinamento e fundes de ativa¢ao
nos modelos de redes neurais.
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